Fingertracking durch neuronale Netze anhand
reduzierter Markersets und Motion-Capture-Daten

Tobias Picker, Bastian Dewitz, Christian Geiger

Hochschule Diisseldorf
Miinsterstrafe 156
40476 Diisseldorf
tobias.picker@study.hs-duesseldorf.de, {bastian.dewitz, geiger}@hs-duesseldorf.de

Zusammenfassung: In diesem Paper wird ein neuartiger Ansatz eines Fingertracking-
Systems auf Basis neuronaler Netze vorgestellt. Dazu werden mit Hilfe eines externen, opti-
schen Trackingsystems kleine Marker () 4 mm) an den Fingerspitzen erkannt, womit zwei
neuronale Netze die Positionen aller Fingergelenke bestimmen. Durch die hohe Genauigkeit
und den geringen Rechenbedarf ist diese Vorgehensweise fiir den Echtzeiteinsatz, wie z.B.
VR-Anwendungen, geeignet. Mit dieser Methode wird eine durchschnittliche Abweichung

von 1,61 Millimetern pro Gelenk bei hoher Bewegungsfreiheit erreicht.

Stichworte: Fingertracking, Handtracking, Neuronale Netze, Tensorflow, Motion Captu-
ring, OptiTrack, Virtual Reality

1 Einleitung

Interaktion in der virtuellen Realitdt wird, insbesondere im Consumer-Bereich, durch ver-
schiedenartige Eingabegeréite durchgefiihrt. Auch wenn der Nutzer so das Gefiihl hat, das
Geschehen zu beeinflussen, wird die Natiirlichkeit der Interaktion reduziert, da zuerst erlernt
werden muss, welche Funktion hinter jedem Button steckt.

Um diese Nachteile zu vermeiden wird aktuell verstirkt an Datenhandschuhen geforscht,
die durch elektrische Bauteile wie Biegesensoren oder IMUs die Kriimmung der Finger er-
kennen. Dabei wird zumeist ein normaler Handschuh an jedem Finger mit solchen Sensoren
ausgestattet, sodass mit Hilfe einer inversen Kinematik die Ausrichtung aller Fingergelenke
angendhert werden kann. Dies ermoglicht dem Nutzer eine natiirlichere Interaktion, bringt
hingegen aber auch eine Einschrinkung der Bewegungsfreiheit mit sich. Auch das Anspre-
chen der haptischen Sinne ist durch den umschlieffenden Handschuh erschwert. Durch die
Anndherung an ein normiertes Handmodell kann es hier auch zu Abweichungen zwischen
realer Hand und dem virtuellen Abbild kommen.

In diesem Paper wird ein neuartiger Fingertracking-Prototyp vorgestellt, der als na-
tiirliches und uneingeschrinktes Eingabegerit fiir Computersysteme, beispielsweise in VR-
Anwendungen, eingesetzt werden kann. Dabei steht neben der Prézision auch die freie Nut-
zung der Haptik im Vordergrund. Um dies zu erreichen, wird ein externes optisches Tracking-

system verwendet, welches an den Fingerspitzen angebrachte retroreflektierende Marker



nutzt, um ein virtuelles Modell der Hand zu steuern. Dafiir werden zwei neuronale Netze ver-
wendet, welche durch das Training mit Motion-Capture-Daten von realen Handbewegungen
menschliche und realitdtsnahe Bewegungen produzieren sollen. Dabei besteht die Herausfor-
derung in der von der Handform und -gréfse unabhingigen Bewegungserzeugung, sodass eine

glaubhafte virtuelle Darstellung erzeugt werden kann.

2 Aktueller Forschungsstand

Echtes Fingertracking in der virtuellen Realitit wird bei der aktuellen Generation von kom-
merziellen VR-Brillen nicht eingesetzt. Stattdessen werden zum Beispiel bei der HTC Vive
nur die Controller-Bewegungen erkannt um eine grundlegende Interaktion zu ermdglichen.
Hingegen bietet die Oculus Rift erste Ansédtze eines Fingertrackings, indem mit Hilfe von
kapazitiven Buttons im Controller die virtuellen Finger gesteuert werden kénnen [Mat16].
Dabei beschriankt sich allerdings die Fingerbewegung auf drei Fingergruppen (Daumen, Zei-
gefinger, Mittel- & Ring- & kleiner Finger) und drei diskrete Fingerpositionen (Driicken,
Aufliegen, Abspreizen) welche an den vorgesehenen Stellen iiber den Knépfen platziert wer-
den. HTC zeigt mit ersten Prototypen des Knuckles Controllers ein fiir jeden Finger indi-
viduelles Tracking durch Ndherungssensoren, welches eine Fingerbewegung durch deutlich
mehr diskrete Positionen erlaubt [Kid18]. Aber auch hier handelt es sich nur um ein simu-
liertes Fingertracking, welches mit einem an der Hand befestigten Controller durchgefiihrt
wird.

Zusétzliche kommerzielle Produkte setzen zumeist auf Handschuh-basierte Ansétze, wel-
che zum Beispiel durch Biegesensoren die Kriimmung der einzelnen Finger bestimmen und
mit dem Tracking-System des HMDs eine absolute Positionierung erméglichen [She+16].
Auch die Nutzung von Kamera-basierten System ist duferst beliebt. Hier wird mit einer
Infrarot-, Tiefen- oder RGB-Kamera die Hand gefilmt und durch Bildverarbeitung in ein
virtuelles Modell umgewandelt [HSC14][Tog+18][TH16].

Weitere experimentelle Fingertracking-Systeme setzen zum Beispiel auf akustische Syste-
me [Zha+17] oder nutzen kodiertes Licht um die Ausrichtung der Finger zu erfassen [Ma+17].
Auch eine Ergénzung durch haptisches Feedback mit Mckibben Muskeln anstatt Vibrations-
motoren ist hier moglich [Jad+17].

3 Systemaufbau

Die Positionserfassung der Finger wird im Live-Betrieb mit fiinf Markern und einem Rigid-
Body !, entsprechend Abb. 2 (oben), durchgefiihrt. Durch ein externes, optisches Tracking-
system (OptiTrack mit 10 Prime 17W Kameras) werden die absoluten Positionen der Finger-

spitzen, sowie die Position und Rotation des RigidBody am Handriicken berechnet und an

1Zusammenschluss aus mehreren retroreflektierenden Markern, mit denen zusitzlich zur Position auch

die Rotation erfasst werden kann.



die Game-Engine (Unity 2017.2) weiter gegeben. Hier werden die Daten in Kugelkoordina-
ten relativ zum RigidBody umgewandelt und normiert, sodass eine allgemeine Betrachtung
unabhingig der Handform bzw. -gréfse moglich ist. Ein erstes neuronales Netz ordnet die Ko-
ordinaten den einzelnen Fingern zu, sodass in der weiteren Datenverarbeitung eine gleich-
bleibende Reihenfolge der Gelenke garantiert ist. Die sortierten Markerpositionen werden
komponentenweise in ein weiteres neuronales Netz mit 15 Eingabeneuronen (3 Komponen-
ten pro Marker) gegeben, welches durch mehrere Berechnungsschichten am Ende 45 Werte
(x, y, z Komponenten der Gelenke) ausgibt. Diese werden dann zu neuen Positionsdaten
rusammengefasst, welche die nicht getrackten 15 Fingergelenke widerspiegeln. Die daraus
resultierenden Daten steuern in Kombination mit den Trackingdaten ein abstraktes, virtu-
elles Handmodell, bei dem die Gelenke als Kugeln dargestellt und wie in Abbildung 5 mit
Zylindern verbunden werden. Der zugehorige Workflow ist in Abbildung 1 dargestellt.
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Abbildung 1: Workflow des Fingertrackings

3.1 Training des Finger-zuweisenden neuronalen Netzes

Mit Hilfe von Supervised Learning und Tensorflow wird ein neuronales Netz darauf trainiert
zur Laufzeit die Positionsdaten der Marker den jeweiligen Fingern zuzuordnen, was dem
darauf folgendem neuronalen Netz eine gleichbleibende Reihenfolge der Marker garantiert.
Dafiir werden im Training die Markerpositionen komponentenweise (x, y, z) als Input ge-
nutzt (15 Eingabeneuronen), um in den fiinf Ausgabeneuronen die Reihenfolge auszugeben.
Dazu entspricht z.B. der Daumen einem Ausgabewert von 0,1, der Zeigefinger 0,3 und so
weiter. Dies ermoglicht im Live-Betrieb eine Feststellung der Sicherheit der Zuordnung, in-
dem die Differenz der Ausgabe zu den Normwerten betrachtet wird. So kénnen ggf. weitere

Mafknahmen ergriffen werden, um eine korrekte Zuweisung zu garantieren.

3.2 Training des bewegungsschitzenden neuronalen Netzes

Ein weiteres neuronales Netz wird darauf trainiert, Motion-Capture-Daten aus einem redu-

zierten Markerset zu rekonstruieren. Dazu werden mit 20 Markern und einem RigidBody, die



Abbildung 2: Markerpositionierung fiir Live- (oben) und Trainings-Betrieb (unten)

entsprechend Abb. 2 (unten) an definierten Gelenkpositionen platziert werden, unterschied-
lichste Fingerbewegungen aufgezeichnet und in Trainingsdaten umgewandelt. Im Gegensatz
zum Live-Betrieb werden hier die Marker iiber eine Kombination aus Nearest-Neighbor-Suche
und Bewegungsvorhersage den jeweiligen Fingern zugewisen, was eine erhohte Genauigkeit
auf Kosten der Performance ermdglicht. Diese Algorithmen sind aufgrund ihres hohen bend-
tigten Rechenbedarfs fiir den Echtzeit-Einsatz nicht geeignet.

4 Ergebnisse

Zur Analyse der kiinstlichen neuronalen Netze wurde mit Hilfe der Fehlerfunktion aus Glei-
chung 1 die Genauigkeit der Bewegungsschitzung bestimmt. Dabei wird der mittlere abso-
lute Fehler betrachtet, der sich aus der durchschnittlichen Summe der Abweichungen aller
Test-Datensitze n zusammensetzt. Die Abweichung berechnet sich aus der Distanz aller be-
rechneten Markerpositionen Y; zur zugehorigen realen Position Y;. Im Vergleich zu anderen
Fehlerfunktionen wie dem MSE kann so die Gesamtabweichung eines Frames als Lidngenmafs

angegeben werden.

E==33 VY (1)



Da bei neuronalen Netzen keine allgemeinen Aussagen iiber die Kombination der Pa-
rameter bezogen auf das resultierende Ergebnis moglich sind, werden im Folgenden unter-
schiedliche Konfigurationen getestet und miteinander verglichen.

Fiir das Training des bewegungsschéitzenden neuronalen Netzes wurde die TensorFlow-
GPU Low Level API genutzt, welche auf einem Desktop-PC mit einer Intel Xeon E3-1230v2
(4x 3.30 GHz) CPU und einer GTX 1070 GPU lief. Die folgenden Ergebnisse zeigen unter-
schiedlich konfigurierte neuronale Netze, welche jeweils fiir 10 Minuten mit 14.400 Datensat-
zen (entspricht 60 Sekunden Motion Capturing), bestehend aus unterschiedlichsten Fingerbe-
wegungen einer minnlichen Person, trainiert und mit weiteren 3.600 getestet wurden, wobei
nach jeder Epoche der jeweilige Datensatz gemischt wurde. Dazu besteht die Basis aus 15
Eingabe-, zwei mal 64 versteckte und 45 Ausgabeneuronen, die mit einer Sigmoid-Funktion
aktiviert werden. Das Training fithrt ein Adam-Optimizer mit einem Full-Batch-Learning
durch. Um die richtigen Parameter fiir das endgiiltige neuronale Netz zu finden, werden

diese Einstellungen einzeln ausgetauscht und dessen Genauigkeit miteinander verglichen.
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Abbildung 3: Vergleich Batch Sizes (links) & Anzahl Schichten (64 Neuronen) (rechts)
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Abbildung 4: Vergleich Aktivierungsfunktionen (links) & Trainingsalgorithmen (rechts)



In Grafik 3 (links) wird das Training mit unterschiedlich grofsen Batch Sizes gegeniiber
gestellt. Dabei liefert das Full Batch Learning mit einem Fehler von circa 5,48 cm das schlech-
teste Ergebnis. Das beste Resultat wurde mit einer Batch Size von 1800, mit einer Abwei-
chung von etwa 4,75 cm, erreicht.

In Abbildung 3 (rechts) sind verschiedene Netzwerktopologien zu sehen, welche sich durch
die Anzahl der versteckten Schichten mit jeweils 64 Neuronen unterscheiden. Besonders auf-
fallig ist der deutlich flachere Fehlerverlauf bei keiner versteckten Schicht, der sich mit dem
schlechtesten Ergebnis von circa 8,15 cm auswirkt. Hingegen bieten eine, zwei und drei
Schichten eine Genauigkeit von etwa 5,50 cm.

Die Nutzung anderer Aktivierungsfunktionen wird in Grafik 4 (links) dargestellt, wobei
die Softplus Funktion hier besonders negativ mit einem Fehler von circa 7,73 cm hervor
sticht. Das beste Ergebnis erreicht die Elu Funktion, welche in einer Abweichung von etwa
4,74 cm resultiert. Die Relu Funktion wird in diesem Graph nicht dargestellt, da sie beim
Training nicht konvergierte.

Der Vergleich verschiedener Trainingsalgorithmen wird in Abbildung 4 (rechts) gezeigt.
Am besten schneidet der Adam Optimizer mit einer Abweichung von circa 5,16 cm ab.
Das schlechteste Ergebnis wird mit dem Adagrad-Optimizer und einer Lernrate von 0,01 er-
reicht, der nach zehn Minuten Training eine Abweichung von 10,24 ¢m besitzt. Der klassische
Gradient Descent Algorithmus wird hier nicht mit aufgefiihrt, da dieser deutlich langsamer

konvergiert und nach zehn Minuten Training einen Fehlerwert von ungefihr 30 cm besitzt.

Batch Versteckte Aktivierungs- Trainings- Fehler
Size Schichten Funktion Algorithmus (in cm)
900 2 Elu Adam 3,075
900 2 Elu Adagrad 3,841
900 2 Softsign Adam 3,087
900 2 Softsign Adagrad 5,077
900 3 Elu Adam 2,515
900 3 Elu Adagrad 3,307
900 3 Softsign Adam 2,548
900 3 Softsign Adagrad 3,993
1800 2 Elu Adam 3,087
1800 2 Elu Adagrad 3,974
1800 2 Softsign Adam 3,117
1800 2 Softsign Adagrad 5,193
1800 3 Elu Adam 2,414
1800 3 Elu Adagrad 3,422
1800 3 Softsign Adam 2,431
1800 3 Softsign Adagrad 4,267

Tabelle 1: Trainingsergebnisse nach 60 Minuten



Aus diesen Erkenntnissen wurden die jeweils besten Parameter miteinander kombiniert
und fiir eine Stunde trainiert. Die Ergebnisse sind in Tabelle 1 zusammen getragen, wobei
eine geringste Abweichung von circa 2,41 Zentimetern erreicht wird. Der durchschnittliche
Fehler von etwa 1,61 Millimetern pro Fingergelenk entsteht bei einem neuronalen Netz mit
drei versteckten Schichten bestehend aus jeweils 64 Neuronen, welches mit der Elu-Funktion
aktiviert und durch den Adam-Optimizer mit einer Batch Size von 1800 Datenséitzen trainiert
wurde.

Bei dem Finger-zuweisenden neuronalen Netz werden drei versteckte Schichten mit jeweils
64 Neuronen und einer Softsign-Aktivierungsfunktion genutzt. Weiterhin wird der Adam-
Optimizer mit einer Batch Size von 900 verwendet. Mit insgesamt 17674 korrekten Zuwei-
sungen von 18000 Test-Daten (fiinf pro Datensatz) erreicht dieses System eine Genauigkeit

von etwa 98,19 Prozent.

Abbildung 5: Ergebnisse mit abstraktem Handmodell

5 Diskussion

Fiir die Auswertung der neuronalen Netze wurden die geschétzten Positionen der Finger-
gelenke anhand eines Testdatensatzes mit den getrackten Positionen verglichen. Durch eine
Fehlerfunktion wurde die mittlere Abweichung der Distanzen zwischen den beiden Positio-
nen eines Datensatzes berechnet, um einen Vergleich unterschiedlicher neuronaler Netze zu
ermoglichen. Dadurch, dass der Fehler der Abweichung in Metern entspricht, kann auch eine
generelle Abschéitzung zur Genauigkeit getitigt werden. Die getesteten Datensétze wurden
zufillig aus einer Sammlung von Motion-Capture-Daten, welche unterschiedlichste Handpo-
sen beinhalten, gewahlt.

Da noch keine auf den qualitativen Nutzereindruck bezogene Evaluation des Systems
stattgefunden hat, ist die durchschnittliche Abweichung von 1,61 Millimetern pro Fingerge-
lenk das einzige gemessene Qualititskriterium. Erste Tests mit unterschiedlich grofen Héan-
den fiihrten zu einer glaubhaften virtuellen Darstellung der Hand, bei der die Ungenauigkeit
nicht spiirbar aufgefallen ist. Auch eine Einschrankung durch die Marker oder den RigidBody

wurden nach kurzer Eingewohnungszeit nicht beméangelt.



Die Nutzung neuronaler Netze ermoglicht ein System mit geringem Leistungs- und Speicher-
bedarf, welches eine grofse Datenbank von Motion-Capture-Daten zu einem kleinen und effi-
zienten Modell vereinfacht. Dieses erzeugt auch bei teilweise fehlerbehafteten Daten sinnvolle
Ergebnisse, was zu einer generell geringen Fehleranfalligkeit fiihrt. Dies ist gerade bei einem
optischen Tracking-System von grofem Vorteil, weil ein durchgéingiges perfektes Tracking
aufgrund von den raumlichen Gegebenheiten nicht garantiert werden kann. Auch die Ver-
deckung von Markern durch andere Finger ist hier ein Problem, was so teilweise umgangen
werden kann. Allerdings bieten neuronale Netze kein vorhersehbares Verhalten in Extremfal-
len, also von den Trainingsdaten deutlich verschiedene Live-Daten, weshalb diese im Voraus
getestet und ggf. verhindert werden miissen. Zuséatzlich zum Training bei dem viele unter-
schiedliche Konfigurationen ausprobiert werden, entsteht ein hoher Zeitbedarf, der allerdings
hauptsichlich aus Rechenzeit besteht.

Aufgrund des hohen technischen Aufwands und den damit verbundenen Kosten, ist
ein Praxiseinsatz des Systems im Consumerbereich vorerst nicht moglich, sodass sich die
Anwendbarkeit des Ansatzes auf den Forschungsbereich beschrinkt. Um eine stabile VR-
Erfahrung zu gewéhrleisten muss das Tracking-System sehr genau auf den Raum kalibriert
werden, was einen mobilen Einsatz eher undenkbar macht. Auch der benétigte Platz von
zusitzlich circa einem Meter pro Seite und die dadurch erforderliche Anzahl an Kameras
muss beachtet werden.

Das vorgestellte System kann vor allem in haptischen VR-Anwendungen, z.B. bei der
Interaktion mit virtuellen Replikas, sinnvoll eingesetzt werden. Generell sind Forschungspro-
jekte und konzeptionelle Entwicklungen mit Bezug zu Fingertracking bzw. Interaktion mit
Hénden in VR ein potenzielles Anwendungsfeld, bis entsprechende Systeme im Consumer-

Bereich verfiigbar sind.

6 Fazit & Awusblick

Der vorgestellte Prototyp verspricht grofses Potenzial als préizises Fingertracking-System.
Durch die Nutzung neuronaler Netze, welche durch Motion-Capture-Daten trainiert wurden,
wird ein virtuelles Handmodell erzeugt, das Dank dem geringen Leistungsverbrauch ideal in
Echtzeitanwendungen genutzt werden kann. Eine geringe Abweichung von 1,61 Millimetern
pro Fingergelenk ermdglicht ein sehr genaues Abbild der realen Hand, welches sich an jede
Handform und -gréfe anpasst. Zusétzlich wird durch das optische Trackingsystem eine volle
Bewegungsfreiheit garantiert.

In Zukunft soll dieser Prototyp weiterhin in der Genauigkeit und Stabilitdt verbessert
werden. Dazu wird der Einsatz von rekurrenten neuronalen Netzen angestrebt um eine ge-
nauere Analyse des Bewegungsmusters zu ermdoglichen. Auch das Sammeln von deutlich
mehr Motion-Capture-Daten von unterschiedlichen Personen ist hier ein wichtiger Schritt
um die Prazision auch in schwierigen Situationen zu garantieren. Fiir die Verbesserung der
Stabilitat miissen dem Trainingsdatensatz weitere fehlerbehaftete Daten hinzugefiigt werden,

sodass die Fehleranfilligkeit des neuronalen Netzes sinkt. Auch eine andere Anordnung des



reduzierten Markersets konnte der Problematik der Verdeckung entgegen kommen, damit

eine durchgéngige realistische Virtual Reality Erfahrung ermdoglicht wird. Weiterhin sollte

in einer Evaluation getestet werden, welche Wirkung bei Nutzern, zum Beispiel im Bezug

auf Embodiment und Presence, erzielt wird. Auch ein Vergleich von der aktuellen abstrak-

ten Hand zu einer angepassten, realistisch aussehenden wire sinnvoll, um den Einfluss des

3D-Modells zu messen.
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